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Neuronske mreže u predviđanju ponude i potražnje

prehrambenih proizvoda

Sažetak: 

Zbog svojih mogućnosti predviđanja na nelinearnim modelima gdje su podaci često neizvjesni i fuzzy, neuronske mreže se kao kvantitativna metoda umjetne inteligencije sve više primjenjuju u poslovanju. Dosadašnja istraživanja pokazuju da su među poslovnim problemima s pomoću neuronskih mreža najčešće istraživana područja proizvodnje i operacija, zatim financija i ulaganja, te marketinga. Ponuda i potražnja prehrambenih proizvoda zbog duljine ciklusa i teškoća u prikupljanju podataka vrlo je slabo zastupljena u primjenama neuronskih mreža. Međutim, zbog prisutne nelinearnosti i neizvjesnosti tržišta, te povratnih efekata u cijenama, na zahtjeve ovog područja teško mogu odgovoriti standarne statističke metode. Cilj ovog rada je prikazati mogućnosti neuronskih mreža u predviđanju ponude i potražnje prehrambenih proizvoda na modelima koji uključuju nominalne, kategorijalne, binarne i fuzzy podatke. Testirano je četiri različita algoritma neuronskih mreža (mreža “širenje unatrag”, mreža s radijalno zasnovanom funkcijom, mreža opće regresije i modularna mreža) i analizirana kvaliteta njihovog rezultata. Mogućnosti ove metodologije ilustrirane su na primjeru predviđanja prodaje prerađevina od rajčica i dane su smjernice za daljnja istraživanja. 

Ključne riječi: neuronske mreže, ponuda, potražnja, predviđanje prodaje prehrambenih proizvoda

Abstract: 

Neural networks in Predicting Supply and Demand

of Food Products

Because of its prediction abilities on nonlinear models where the data are frequently uncertain and fuzzy, neural networks as a quantitative artificial intelligence method have been more intensively applied in business. Previous research show that, among all business areas,  production and operations are mostly investigated with neural networks, followed by finance and investing, than marketing. Supply and demand of food products is rarely present in neural network applications due to the cycle length and difficulties in data collection. However, because of the nonlinearity and uncertainty of the market, as well as  feedback effects in prices, this area requests more than standard statistical methods. The aim of this paper is to show the abilities of neural networks in predicting supply and demand of food products on models that include nominal, categorical, binary, and fuzzy data. Four different neural network algorithms were tested (Backpropagation, Radial-Basis, General Regression and Modular) and the quality of their result is analysed. Abilities of this methodology are illustrated on the example of sale prediction of tomato products in a localized area and guidelines for further research are given.
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1. Uvod

Informacijska tehnologija doprinijela je ogromnom rastu metodološkog spektra raspoloživog donositeljima odluka u području poslovanja. Osim statističkih metoda i metoda operacijskih istraživanja, umjetna inteligencija temeljena na teoriji učenja unaprijedila je mogućnost korištenja prethodnog znanja (kroz ekspertne sustave) i podataka (kroz neuronske mreže) u cilju donošenja učinkovitih odluka. Naglasak ovog rada je na neuronskim mrežama (NM) i upotrebi njihovih algoritama u predviđanju prodaje kao informacijske podloge za planiranje ponude i potražnje proizvoda. 

Neuronske mreže mogu se upotrebljavati za predviđanja, klasifikaciju i asocijaciju u različitim problemskim područjima. Budući da su one robustan alat, namijenjen radu s velikim količinama fluktuirajućih podataka i podataka sa smetnjama, koji uključuju skrivene nelinearne zavisnosti, izabrali smo ih testirati na tržištu prehrambenih proizvoda zbog prisutne nelinearnosti i neizvjesnosti tog tržišta, te povratnih efekata u cijenama. Drugi razlog je što standarne statističke metode, a posebno linearni modeli u takvim uvjetima daju slabe rezultate i ne mogu služiti kao učinkoviti prognostički sustavi. 

U mnogim radovima o primjenama neuronskih mreža spominje se samo jedan od mnogih NM algoritama bez testiranja više raspoloživih algoritama i mogućih arhitektura. Nedostatak standariziranih paradigmi koje će odrediti učinkovitost pojedinog NM algoritma i arhitekture u pojedinom problemskom području i na pojedinim karakteristikama podataka naglašeno je kod mnogih autora
. Cilj nam je prevladati taj nedostatak provođenjem komparativnog istraživanja s različitim NM algoritmima kako bismo ponudili učinkovit prognostički sustav za predviđanje prodaje prehrambenih proizvoda, testiran na primjeru prerađevina od rajčica. Sustav se temelji na testiranju četiri NM algoritma: mreži "širenje unatrag" (backpropagation network), mreži s radijalno zasnovanom funkcijom (radial basis function network), mreži opće regresije (general regression network) i modularnoj mreži (modular network). U svrhu učinkovitog iskorištenja NM metodologije u predviđanju prodaje prehrambenih proizvoda, u radu je predložena strategija upotrebe NM kroz korake pripreme podataka, procedure treniranja i testiranja mreže, te tumačenja rezultata, prilagođena takvoj vrsti problema.

Dio 2 donosi sažeti pregled NM metodologije korištene u istraživanju uključujući četiri NM algoritama za predviđanje, kao i napredne optimizacijske tehnike provedene u cilju dobivanja najboljih struktura i parametara neuronskih mreža. Rezultati prethodnih istraživanja opisani su u trećem dijelu rada, izlučujući osnovne prednosti i nedostatke prethodnih primjena neuronskih mreža na tržištima prehrambenih proizvoda. Dio 4 donosi opis načina i mogućnosti primjene NM u predviđanju prodaje i potražnje prema predloženoj strategiji. U dijelu 5 dana je konkretizacija predložene strategije na primjeru predviđanja prodaje prerađevina od rajčica, dok posljednji dio opisuje zaključna razmatranja i smjernice za daljnja istraživanja. 

2. Metodologija neuronskih mreža

Neuronske mreže su metoda umjetne inteligencije (UI) strukturirane prema ljudskom mozgu. 
Zajedno s genetičkim algoritmima i fuzzy logikom, NM pripadaju u simboličke metode UI za inteligentna izračunavanja na principima tzv. mekog računanja (soft computing). Iako postoji i biološki pristup neuronskim mrežama sa stajališta istraživanja funkcioniranja ljudskog mozga, ovaj rad je koncentiran na drugi pristup koji tretira neuronske mreže kao tehnološke sustave za složenu obradu informacija
. Prema tom pristupu se neuronske mreže ocjenjuju s obzirom na svoju učinkovitost u radu sa složenim problemima, posebno u području asocijacije, klasifikacije i predviđanja. Razlozi što neuronske mreže često rezultiraju bolje nego statističke metode leže u njihovoj mogućnosti da analiziraju nedostatne podatke, podatke sa smetnjama, zatim da uspijevaju rješavati probleme koji nemaju jasno jednostrano rješenje, te da uče na prošlim podacima. Zbog takvih prednosti neuronske mreže su pokazale uspjeh u predviđanjima različitih serija podataka koje imaju visok stupanj variranja i fluktuacije. Od nedostataka NM potrebno je spomenuti nedostatak testova statističke značajnosti modela neuronskih mreža i procijenjenih parametara
. Nadalje, ne postoje utvrđene paradigme za odlučivanje o tome koja arhitektura NM je najbolja za određene probleme i tipove podataka, te ovaj rad testira više različitih NM algoritama na jednom problemu. Uprkos navedenim nedostacima, rezultati mnogih istraživanja pokazuju da neuronske mreže mogu riješiti gotovo sve probleme učinkovitije nego tradicionalne metode modeliranja i statističke metode. Matematički je dokazano (koristeći Ston-Weierstrass, Hahn-Banach i ostale teoreme i korolare) da su troslojne neuronske mreže koje imaju neograničeno osjetljivu prijenosnu funkciju u mogućnosti aproksimirati bilo koju nelinearnu funkciju
. 

2.1. Učenje u neuronskim mrežama

Neuronske mreže se sastoje od dva ili više slojeva ili skupina elemenata obrade nazvanih neuronima. Neuroni su spojeni u mrežu na način da izlaz svakog neurona predstavlja ulaz u jedan ili više drugih neurona. Prema smjeru, veza između neurona može biti jednosmjerna ili dvosmjerna, a prema intenzitetu moguća je pobuđujuća (egzitatorna) ili smirujuća (inhibitorna) veza. Tri su osnovna tipa slojeva neurona: ulazni, skriveni i izlazni. Ulazni sloj prima ulazne podatke iz vanjske okoline i šalje ih u jedan ili više skrivenih slojeva. U skrivenom sloju informacije neurona se obrađuju i šalju u neurone izlaznog sloja. Informacije zatim putuju unatrag kroz mrežu, a vrijednosti težina veza između neurona  prilagođavaju se prema željenom izlazu. Proces se ponavlja u mreži u onoliko mnogo iteracija koliko je potrebno za dostizanje izlaza koji je najbliže željenom (stvarnom) izlazu. Konačno, mrežni izlaz se predstavlja korisniku. Učenje neuronskih mreža u osnovi je proces kojim sustav dolazi do vrijednosti težina veza među neuronima. Težina veze je snaga veze između dva neurona. Ako je, na primjer, neuron j povezan s neuronom i, wji označava težinu veze od neurona j prema neuronu i (wij je težina obrnute veze od neurona i prema neuronu j). Ako je neuron i spojen s neuronima  1,2,...,n, njihove težine su pohranjene u varijablama w1i, w2i, ..., wni. Promjena težina obavlja se prema nekom od pravila učenja, a najčešće se koristi Delta pravilo učenja prema formuli:
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gdje je ycj vrijednost izlaza izračunatog u neuronu j, (i je sirova greška izračunata prema:
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gdje je ( koeficijent učenja, a ydi je željeni (stvarni) izlaz koji se upotrebljava za izračunavanje greške. Neuron prima onoliko ulaza koliko ima ulaznih veza prema tom neuronu, te proizvodi jedan izlaz prema određenoj prijenosnoj funkciji.

Process dizajniranja neuronske mreže sastoji se od četiri faze
: (1) raspoređivanje neurona u različite slojeve, (2) određivanje tipa veze između neurona (inter-slojne  i  intra-slojne veze), (3) određivanje načina na koji neuroni primaju ulaze i proizvode izlaze, (4) određivanje pravila učenja. Ovisno o temeljnim formulama koje se koriste za učenje, ulazne i izlazne funkcije, postoje različiti algoritmi NM, a unutar svakog algoritma moguće su intervencije u strukturi mreže (topologiji) i izboru parametara učenja, te tako postoji široki spektar NM arhitektura. 

2.2. Algoritmi neuronskih mreža

U radu su upotrijebljeni tzv. nadgledani algoritmi NM koji zahtijevaju poznate izlazne vrijednosti iz prošlosti da bi učili na prošlim podacima, budući da su namijenjeni problemima predviđanja, dok su tzv. nenadgledani algoritmi više prilagođeni problemima klasifikacije i prepoznavanja uzoraka. Algoritam mreže “širenje unatrag” uključuje optimizaciju greške koristeći deterministički algoritam gradijentnog opadanja. Mreža se sastoji od ulaznog sloja, izlaznog sloja i najmanje jednog skrivenog sloja, s vezom unaprijed. Tipična arhitektura “širenje unatrag” prikazana je na slici 1 (zbog jasnoće je prikazan samo jedan skriveni sloj):

Slika 1. Arhitektura  mreže "širenje unatrag"

[image: image5.png]I ]
6 6 Izlazni sloj
eRP =R P
Sirenje
greske
R T = -
Q Skriveni sloj
Av Y v > 2 \
d 6 % Ulazni sloj
A A A





Cilj procesa učenja u ovoj mreži je minimizirati globalnu grešku E koja se računa prema formuli:
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gdje je dk  željeni (stvarni) izlaz, dok je xk izlaz mreže, a k je indeks izlazne komponente, tj. broj izlaznih jedinica.

Greška se širi unatrag u veze među neuronima kroz mrežu sve do ulaznog sloja, te služi za podešavanje težina, kako bi mreža u konačnici rezultirala vrijednostima težina koje daju što manju globalnu grešku. Najčešća pravila po kojima mreža uči su: delta pravilo i normalizirano kumulativno delta pravilo, a najčešće prijenosne funkcije prema kojima se računa izlaz koji neuroni prosljeđuju jedan drugome su sigmoidna i tangens-hiperbolna
. Glavni nedostatak ove mreže je opasnost od pronalaženja lokalnog umjesto globalnog minimuma greške, te mogućnost pretreniranja, koja je svojstvena gotovo svim NM algoritmima. 

Kako bi se otklonili navedeni nedostaci, u radu su korištene dodatne procedure koje unapređuju algoritam "širenje unatrag". U cilju ubrzanja procesa učenja korišteno je prošireno delta-bar-delta (EDBD) pravilo učenja umjesto standardnog delta pravila. EDBD pravilo uvodi različitu stopu učenja 
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 za svaku vezu. U cilju prevladavanja problema lokalnog minimuma koristimo stohastičku metodu simuliranog kaljenja dodajući smetnje u rezultat ulazne funkcije u neurone. Interval smetnji određen je parametrom temperature, s donjom granicom od -0.01*t  i gornjom od +0.01*t. Temperatura je početno postavljena na neku visoku vrijednost, zatim postupno smanjivana u cilju navođenja izlazne funkcije u područje globalnog minimuma. Pretreniranje je izbjegnuto s pomoću tzv. save best optimizacijske procedure, jedne vrste unakrsne validacije koja alternativno trenira i testira mrežu (upotrebom posebnog uzorka za testiranje) sve dok se rezultat mreže na uzorku za testiranje ne prestane poboljšavati u n pokušaja. Nakon što je izabrana najbolja mreža, testirana je na novom uzorku za validaciju, kako bi se odredila sposobnost generalizirana mreže. Također je korištena metoda za izbjegavanje saturacije težina dodavanjem male vrijednosti F faktora u derivaciju prijenosne funkcije prema prijedlogu iz prethodnih istraživanja
.

Mreža s radijalno zasnovanom funkcijom, predložena od strane M.J.D. Powel-a
, mreža je opće namjene koja se može upotrebljavati u istim situacijama kao i Mreža “širenje unatrag”; za probleme predviđanja kao i za probleme klasifikacije. Budući da upotrebljava radijalno simetričnu i radijalno ograničenu prijenosnu funkciju u svom skrivenom sloju, može se smatrati poopćenim oblikom probabilističke i mreže opće regresije. Ova mreža prevazilazi neke nedostatke mreže “širenje unatrag” kao što su problemi sporog učenja i lokalnog minimuma, ali zahtijeva više računanja u fazi opoziva u cilju aproksimiranja funkcije ili klasifikacije.

Mreža opće regresije u načelu izvodi nelinearnu regresijsku analizu. Može se koristiti za modeliranje i za predviđanje, a posebna joj je kvaliteta u radu sa raspršenim i nestacionarnim podacima
. Njezini nedostaci, kao što su trošenje mnogo memorije i vremena u fazi opoziva, nisu ograničavajući čimbenici za današnja brza računala. Jedna od glavnih prednosti mreže opće regresije je njezina sposobnost tretiranja nestacionarnih podataka (tj. vremenskih serija čija se statistička svojstva mijenjaju tokom vremena).

Modularnu mrežu predložili su Jacobs, Jordan, Nowlan i Hinton
. Ona je sustav više zasebnih mreža (obično mreža “širenje unatrag”), gdje svaka od njih uči preuzeti jedan podskup ukupnog skupa slučajeva za treniranje. Stoga je u mogućnosti unaprijediti rezultat mreže “širenje unatrag” u slučajevima kada se uzorak za treniranje može prirodno podijeliti na podskupove koji odgovaraju različitim podzadacima. Razlog za izbor ove mreže za naše eksperimente je pretpostavka da će mreža pojedinačne lokalne eksperte zadužiti za rješavanje slučajeva koji su odgovorni za zasebno za padove i poraste prodaje. 

3. Pregled prethodnih istraživanja
Uprkos širokoj upotrebi NM u brojnim područjima poslovanja (financije, predviđanje bankrota, investicijsko ulaganje, i sl.), istraživanja u prodaji i marketingu poznata su odnedavno. Sve do 1993. samo je nekoliko radova govorilo o potencijalnom doprinosu metodologije NM u tom području
. Nakon tog razdoblja, eksperimentalna istraživanja počinju svoj brzi razvoj, da bi danas primjena NM posebno u ciljanom marketingu postala jednim od najznačajnijih područja poslovanja. Prema istraživanjima Venugopal-a i  Baets-a
, mogu se identificirati nekoliko najznačajnijih područja primjene NM u prodaji i marketingu, kao što su: izravni marketing, ciljani marketing i marketing u maloprodaji. Poseban značaj NM u prognoziranju prodaje i ulogu u marketing informacijskom sustavu opisuju Lin i Bruwer
. Zbog svojih mogućnosti rada sa složenim i fuzzy podacima, NM se mogu koristiti za potporu odlučivanju o reakcijama kupaca. Eksperimenti Bejou, Barry and Thomas
 pokazuju mogućnost upotrebe NM u kvantificiranju čimbenika važnih za odnos kupac-prodavatelj. Neki radovi uspoređuju karakteristike NM sa statističkom multiplom regresijom, diskriminantnom analizom, ili modelima izbora, te zaključuju da: 1) NM pokazuju bolju točnost  od diskriminantne analize i logističke regresije u identificiranju segmenata kupaca
; 2) NM točnije identificiraju determinante za odnos kupac-prodavatelj od multiple regresije
; i 3) NM pokazuju istu točnost kao i diskretni modeli izbora u predviđanju reakcije kupaca
. Kvaal and Djupvik
, koristili su mrežu "širenje unatrag" za predviđanje segmenata kupaca. 

Radovi u području predviđanja prodaje prehrambenih proizvoda vrlo su rijetki. NM uspješno se primjenjuju u biotehnologiji za modeliranje procesa, procjenu parametara i stanja procesa
.  

Iako postoji raznolikost u područjima primjene, prethodna istraživanja u prodaji i marketingu ne odražavaju raznolikost i u primjenjenim NM algoritmima. Zbog nedostatka pravila o upotrebi jednog algoritma u pojedinim problemskim područjima, prethodna istraživanja prikazuju samo mali dio mogućnosti upotrebe NM u predviđanjima varijabli u ovom području. Usporedba sa statističkim metodama pokazuje da NM u većini slučajeva uspijevaju točnije predvidjeti i klasificirati od npr. linearne, logističke regresije, diskriminantne analize. Ovakva otkrića otvaraju niz mogućnosti za upotrebu metodologije NM u različitim problemima prodaje i marketinga.
4. Strategija upotrebe neuronskih mreža u predviđanju prodaje i potražnje
Zbog razloga nepostojanja čvrstih paradigmi o upotrebi pojedinih NM algoritama u pojedinim područjima primjene, smatrali smo potrebnim u radu istaknuti teorijske i heurističke naputke za pronalaženje učinkovitog NM modela u predviđanju prodaje i potražnje do kojih smo došli kako analizom prethodnih istraživanja, tako i eksperimentalno na temelju provedenih vlastitih testova. Naputci su formulirani u obliku predložene strategije i navedeni u glavnim koracima u nastavku.

4.1. Priprema podataka i modeliranje

Kako je priprema podataka za neuronske mreže vrlo važna faza koja umnogome utječe na učinkovitost modela, opisani su postupci pripreme u predviđanju ponude i potražnje prehrambenih proizvoda na modelima koji uključuju nominalne, kategorijalne, binarne i fuzzy podatke. 

Prilikom dizajniranja modela neuronske mreže za predviđanje npr. ponude proizvoda, potrebno je definirati cilj modela, tj. izlaznu varijablu koja se nastoji predvidjeti ili kategorizirati u klase. Ukoliko se s pomoću NM želi predvidjeti apsolutna vrijednost ponude (odnosno prodaje, ako pretpostavimo da ponuda treba slijediti količine koje se mogu prodati), potrebno je specificirati vremensko razdoblje predviđanja (dnevno, tjedno, mjesečno, ili dr.), te u skladu s tim definirati i vremensko razdoblje prikupljanja podataka u uzorku. Izbor vremenskog razdoblja ovisit će najviše o vremenskom ciklusu planiranja narudžbi i prodaje za promatrani proizvod koji je prisutan u poslovnom sustavu. Naredni korak je početni izbor ulaznih varijabli za modele neuronskih mreža, koji ovdje nije ograničen zahtjevima nezavisnosti među varijablama kao što je to slučaj kod npr. linearne regresije, te se zato može svesti na korisnikov izbor svih varijabli za koje pretpostavlja da bi mogle utjecati na izlaznu varijablu, ili na praćenje nekog teorijskog modela. Tzv. vremenski pomaci (lags) u smislu prodaje iz prošlih razdoblja u većini modela utječu na prodaju u narednom razdoblju, pa je potrebno odlučiti koji će se vremenski pomaci koristiti kao ulazne varijable u modelu. Ostale varijable, koje nisu vezane uz prošla kretanja izlazne varijable (tzv. egzogene varijable), mogu se proizvoljno ugraditi u model, kao npr. financijski pokazatelji poslovanja tvrtke, cijene proizvoda, postojanje propagandnih i akcijskih prodaja, cijene konkurencije, i sl. Pri prikupljanju podataka važno je da se oni mogu numerički izraziti, bilo u nominalnom, kategorijalnom, binarnom ili fuzzy obliku. Kroz podešavanje težina veza između varijabli u procesu učenja mreže, pojedine ulazne varijable, kao i među-varijable u obliku skrivenih neurona dobit će svoj značaj za model prema tome kakav je njihov utjecaj na izlaz mreže. Ukoliko je početni broj prikupljenih ulaznih varijabli vrlo velik, njihova dimenzija može se prije ulaska u NM reducirati s pomoću  statističkih metoda faktorske analize ili analize osnovnih komponenti i sličnih metoda za redukciju varijabli. Važno je spomenuti da je veličina uzorka važan čimbenik za učinkovitost NM, budući da mreža uči na prošlim podacima, te je poželjno imati što veći ukupni uzorak.

Činjenica da se kod predviđanja prodaje i potražnje radi o vremenskim nizovima, uvjetuje neke prethodne postupke koje je nužno provesti na podacima, kao što su eliminacija trenda i eliminacija sezonskih utjecaja u cilju dobivanja stacionarnih vrijednosti
. Eliminacija trenda provodi se kako bi se otklonili neki očiti smjerovi kretanja pojave, što bi omogućilo mreži otkrivanje skrivenih nelinearnih kretanja. Iako se postupkom diferenciranja originalnih podataka uklanja veći dio nestacionarnosti, određeni stupanj još uvijek ostaje kod nekih varijabli. Nestacionarnost ima utjecaja na učinkovitost algoritama i arhitektura neuronskih mreža te je stoga kod takvih podataka nužno testirati više algoritama kako bi se otkrili oni koji se mogu nositi s preostalom nestacionarnošću
.  U radu je primijenjena metoda prvih diferencija  za uklanjanje utjecaja trenda, a budući da očigledni sezonski utjecaji nisu bili prisutni u podacima, nisu korištene metode za uklanjanje ove pojave.

4.2. Upotreba fuzzy varijabli
Fuzzy ili neizrazita logika upotrebljava se u širokom spektru područja, najviše u sustavima kontrole rada strojeva i procesa, dok se u ekonomskim znanostima najviše koristi u managementu i sustavima za potporu odlučivanju, financijama, marketingu, analizi troškova i dobiti, ocjenjivanju investicija i drugim područjima
. Fuzzy podaci sastoje se od vrijednosti koje označavaju neizvjesnu pripadnost nekom skupu prema određenoj vjerojatnosti. Suprotno od izrazitih vrijednosti gdje je pripadnost nekom skupu određena binarno s vrijednostima 0 i 1 ("ne pripada" ili "pripada" nekom skupu), pripadnost kod fuzzy podataka nije potpuno izvjesna, te se numerički izražava vrijednošću u intervalu između 0 i 1, a tumači se kao vjerojatnost da neki element pripada nekom skupu. Npr. ukoliko se želi izraziti da li se neki događaj zbio u dalekoj prošlosti, bližoj prošlosti ili nedavno, moguće je definirati raspon godina koje ulaze u pojedine kategorije (npr. sve godine do 1950. će se smatrati "dalekom prošlošću", sve od 1951-1970. "bližom prošlošću", a od 1971. godine do danas kao "nedavno"). Fuzzy vrijednosti se numerički izražavaju prema pripadnosti jednom od polariteta, npr. neka fuzzy varijabla se može definirati kao "relativna novost nekog događaja" ili kao "relativna starost nekog događaja" pri čemu vrijednosti između 0 i 1 izražavaju vjerojatnost pripadanja u tu kategoriju. Fuzzy varijable posebno se preporučuju kod vremenskih nizova, kada informacija o vremenskom razdoblju ima utjecaj na izlaznu varijablu. Postupak izračunavanja vrijednosti fuzzy varijabli je sljedeći:

· potrebno je odrediti logički minimum i maksimum vrijednosti neke varijable prisutan u uzorku na temelju kojih će se kreirati fuzzy varijabla, npr. za varijablu "relativna novost događaja" koja će se kreirati na temelju godine događaja, logički minimum može biti npr. 1800. godina, a logički maksimum npr. 2002. godina,

· odrediti fuzzy vrhove: početnu točku za fuzzy vjerojatnosti, vrhunac (koji može biti ili jedna točka ili interval točaka), te kraj fuzzy vjerojatnosti, npr. za varijablu "relativna novost događaja" početak koji predstavljao razdoblje od kojeg taj događaj pripada u relativnu novost može biti npr. 1951. godina, a vrhunac sve godine od 2000-2002. Kraj je ovdje posljednja, 2002. godina. Nakon izračunavanja pripadnih vjerojatnosti, varijabla "relativna novost događaja" ima ovakvu distribuciju vrijednosti:

Slika 1. Primjer distribucije fuzzy vrijednosti
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Završna točka fuzzy vjerojatnosti često nije jednaka  i zadnoj vrijednosti u intervalu vrhunca, pa tada funkcija distribucije vjerojatnosti ima oblik trokuta ili trapezoida. 

Korisnost fuzzy varijabli za model velika je ukoliko se neke značajne varijable ne mogu izraziti izvjesnim vrijednostima, a njihov utjecaj na izlaznu varijablu nije zanemariv. Budući da pri vremenskom predviđanju prodaje i potražnje proizvoda važan čimbenik mogu biti vremenska terminiranja nekih događaja ili poslovnih promjena, ovakve varijable korisno je uključiti u model. 

4.3. Provođenje treniranja i testiranja neuronskih mreža

Na kvalitetu rezultata NM osim izbora varijabli velik utjecaj ima ispravna podjela ukupnog uzorka na poduzorke za treniranje, testiranje i validaciju mreže, te sam način provođenja učenja i validacije mreže. Osim proizvoljnog odabiranja veličine poduzoraka (smjernice su samo u smislu ostavljanja većine slučajeva za treniranje, npr. 70%, jednog malog dijela za testiranje, npr. 10%, i preostalog dijela za validaciju mreže, npr. 20%), istraživačima je na raspolaganju i proizvoljan odabir načina razmještaja podataka u poduzorke. Iako su kod većine autora prisutne metode slučajne raspodjele ukupnog uzorka prema proizvoljno utvrđenim postocima na poduzorke, kod vremenskih serija važno je istaknuti smjernice Masters-a
 koji upozorava na pogrešku koju mnogi autori čine ako kod vremenskih serija slijede slučajan raspored podataka u poduzorke. Prema njegovoj analizi poduzorci kod vremenskih nizova trebaju slijediti vremenski tijek promatranja, čime se najstariji podaci smještaju u uzorak za treniranje mreže, nešto noviji u uzorak za testiranje, a najnoviji u uzorak za validaciju mreže. Ova je smjernica primijenjena u našem eksperimentu objašnjenom u dijelu 5.

Procedura treniranja i testiranja mreže provodi se na proizvoljnom broju iteracija pri čemu se potreban broj iteracija učenja ne može unaprijed odrediti. U cilju izbjegavanja problema pretreniranja mreže, koriste se optimizacijske procedure koje najprije treniraju mrežu na određenom broju iteracija, zatim unakrsno treniranjem i testiranjem mreže nastoje optimirati potreban broj daljnih iteracija za treniranje
. Budući da poduzorak korišten za ovakvo unakrsno optimiranje mreže utječe na učenje, nije ga dozvoljeno upotrijebiti za tumačenje konačnog rezultata mreže
. Nakon određivanja optimalne dužine treniranja, naučenu mrežu nužno je dodatno testirati na poduzorku koji u prethodnoj proceduri nije imao utjecaj na treniranje mreže, tj. poduzorku za validaciju. Pri tome mreža naučena u prethodnom koraku sada biva samo primijenjena na uzorku koji do tada nije bio u upotrebi. Težine u mreži su sada fiksne, a mreža na drugim podacima pokušava predvidjeti izlazne vrijednosti na osnovu ulaza. Dobivena greška mreže na uzorku za validaciju je rezultat kojim se tumači uspješnosti ili neuspješnost neuronske mreže i njezina korisnost u primjeni za predviđanje na budućim podacima. 
U slučaju upotrebe više NM algoritama, potrebno je na osnovu rezultata na uzorku za validaciju mreže donijeti konačnu ocjenu o najboljem modelu NM za dani problem. Mjerila na osnovu kojih se ova odluka donosi ovise o tipu problema (predviđanje vs. klasifikacija), prirodi problema (je li profit ostvaren upotrebom mreže značajniji od veličine njezine greške), i sl. Pogodnost upotrebe pojedinih mjerila opisana je u nastavku. 

4.4. Tumačenje rezultata neuronskih mreža i izbor najboljeg modela
Rezultat mreže može se tumačiti kroz: a) tumačenje izlaznog rezultata, b) tumačenje težina u mreži, c) analizu osjetljivosti (tumačenje značajnosti ulaznih varijabli). U većini slučajeva, cilj treniranja neuronske mreže je dobiti što manju grešku. Prihvatljivost greške ovisna je o problemu i ne postoji pravilo o dovoljno maloj grešci koje se generalno može primijeniti. RMS greška se tumači kao odstupanje izračunatog od željenog (stvarnog) outputa, a izračunava se prema formuli:
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gdje je ti izračunati output, a oi željeni (stvarni) output, a i je broj izlaznih neurona u mreži. Npr. greška od 0.01 znači da izlaz koji daje mreža u prosjeku odstupa 1% od stvarnog izlaza. Greška se uprosječuje prema broju izlaznih varijabli i u odnosu na broj slučajeva u uzorku na kojem se računa. Kod problema klasifikacije se u većini istraživanja koristi stopa klasifikacije kao mjerilo ocjenjivanja mreže, dok se kod problema predviđanja najčešće se koriste RMS greška, MSE (Mean Square Error), MAE (Mean Absolute Error), koeficijent korelacije i dr.), ali Masters
 naglašava posebno kod financijskih problema potrebu korištenja financijskih mjerila (npr. ostvareni simulacijski profit, prosječni profit i sl.).  

Budući da su težine u mreži u određenoj mjeri pokazatelj značajnosti varijabli u neuronskoj mreži, korisna je i analiza njihovih veličina nakon faze treniranja mreže. Veće vrijednosti težina ukazuju da vrijednost određene varijable u mreži ima veći utjecaj na izračunavanje vrijednosti izlaza, međutim ove se vrijednosti ne mogu tumačiti kao parametri u regresiji, budući da skriveni sloj posreduje između ulaznog i izlaznog.

Nakon validacije mreže, NM omogućuju analizu osjetljivosti odnosno značajnosti ulaznih varijabli u modelu, pri čemu se dobiveni utjecaj pojedinih varijabli može koristiti za remodeliranje u smislu izbacivanja nekih varijabli iz modela, te ponavljanja postupka učenja i validacije na novom modelu drugačijih ulaznih dimenzija. 

5. Predviđanje prodaje prerađevina od rajčica s pomoću neuronskih mreža
Kao ilustracija mogućnosti NM metodologije u usklađivanju ponude i potražnje izabran je primjer prerađevina od rajčice zbog prirodnih uvjeta za razvoj ove kulture koji postoje u kontinentalnom dijelu Republike Hrvatske, kao i zbog nedovoljne razvijenosti ove proizvodnje za kojom svakako postoje nezanemarive turističke potrebe kako u ugostiteljstvu, tako i u maloprodaji. Tehnologija proizvodnje rajčice je poznata i omogućuje kvalitetnu i uspješnu proizvodnju. S druge strane, nedostatne potrebe tržišta oslikava pokazatelj da je dozvoljena uvozna kvota za drugo polugodište 2001. godine i to samo iz Republike Makedonije iznosila 1.000 tona za svježe, te još dodatnih 750 tona za rajčice pripremljene ili konzervirane na drugi način
. To nas dovodi do pretpostavke da postoji tržišna niša koju treba popuniti domaćom proizvodnjom, budući da dodatni troškovi transporta uvoznog proizvoda daju domaćoj proizvodnji konkurentnost na tržištu. Iz statističkih podataka vidljivo je da najveću proizvodnju prerađevina od rajčice u Republici Hrvatskoj trenutno ima Istra, zbog postojećih preradbenih kapaciteta, iako i kontinentalne regije imaju prirodne uvjete za razvoj i preradu ove kulture. Upotreba neuronskih mreža u predviđanju prodaje i potražnje rajčice može svakako doprinijeti većoj sigurnosti ulaganja u ovu kulturu, te boljoj organizaciji nabave sirovina, ponude i prodaje.

5.1. Podaci
Kako je cilj bio predvidjeti vrijednost prodaje prerađevina od rajčica u sljedećem mjesecu, u tom je smislu definirana i izlazna varijabla kao vrijednost prodaje za sljedeći mjesec promatranja. Tri vrste prerađevina su zasebno predviđane: kečap, umak i sok, te je u skladu s tim kreirano tri odvojena modela sa po jednom izlaznom varijablom. Kod izbora ulaznih varijabli pretpostavilo se da prodaje iz prošlih mjeseci imaju utjecaj na prodaju sljedećeg mjeseca, te su kao ulazne varijable s vremenskim pomakom izabrane prodaja u sadašnjem mjesecu, te prodaja u istom mjesecu prošle godine.  Od egzogenih varijabli, pretpostavljeno je da na prodaju utječu i procijenjena vrijednost prodaje konkurencije u istom razdoblju, postojanje izravne promocije u smislu oglašavanja tog proizvoda i akcijskih prodaja, te postojanje neizravne promocije u smislu publiciteta u lokalnim glasilima o korisnosti određene namirnice npr. za zdravlje i sl. Obzirom da je razdoblje promatranja jedan mjesec, u cilju učinkovitog učenja mreže koje zahtijeva veću količinu podataka iz prošlosti, razdoblje koje ulazi u uzorak je 11 godina (od siječnja 1990. do prosinca 2001), čineći ukupno 144 promatranja. Zbog preglednosti, u tablici 1. dan je prikaz varijabli samo za model 1 - predviđanje prodaje kečapa s opisima vrijednosti varijabli, dok su za ostala dva modela - predviđanje prodaje soka i umaka upotrijebljene iste varijable s odgovarajućim vrijednostima za taj proizvod. 

Tablica 1. Varijable u predviđanju prodaje kečapa

	Model
	Predviđanje prodaje kečapa

	
	Naziv varijable
	Tip i opis varijable

	Izlazna varijabla
	prodaja kečapa u sljedećem mjesecu
	nominalna, kontinuirana, min. 37260.44, max.90221.34, st.dev.11223.58



	Ulazne varijable
	prodaja kečapa u prošlom mjesecu
	nominalna, kontinuirana, min. 37260.44, max. 90221.34, st.dev. 11311.43

	
	prodaja kečapa u u istom mjesecu prošle godine
	nominalna, kontinuirana, min. 37260.44, max. 90221.34, st.dev. 12143.77

	
	broj konkurentnih tvrtki
	nominalna, diskretna, min. 2.00, max. 9.00, st.dev. 1.62



	
	izravna promocija
	binarna, 50% s vrijednošću 0, 50% s vrijednošću 1

	
	neizravna promocija
	binarna, 51% s vrijednošću 0, 49% s vrijednošću 1

	
	utjecaj sezone
	fuzzy, min. 0.00, max. 1.00, st.dev. 0.38




Budući da se radi o ilustrativnom primjeru čija je svrha prikaz mogućnosti NM metodologije, podaci o vrijednostima varijabli dobiveni su na način da je za 2001. godinu upotrijebljena subjektivna heuristička procjena eksperta, dok su za razdoblja od 1990-2000. godine podaci simulirani dodavanjem funkcije smetnji na podatke iz 2002. godine prema formuli
:
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gdje x predstavlja godinu promatranja, i je oznaka za promatrani mjesec u godini x, a f je funkcija koja generira slučajni broj u intervalu [-0.25,0.25], te množi y(1,i) s tim slučajnim brojem. Ovom funkcijom željela se dobiti distribucija vrijednosti koja slučajno odstupa u intervalu  (25% od procijenjenih vrijednosti prodaje u prvoj godini, što ne mora biti slučaj pri stvarnim podacima. Zato se rezultati dobiveni u ovom primjeru ne mogu koristiti u smislu donošenja zaključaka o kretanju vrijednosti prrađevina od rajčice, već u tu svrhu treba provesti treniranje i testiranje mreže na stvarnim podacima. Jednaka formula upotrijebljena je i za generiranje vrijednosti varijabli konkurencija, promocija i neizravna promocija. 

Iako na temelju statističke analize kretanja vrijednosti prodaje nisu utvrđene sezonske oscilacije, pretpostavili smo da u određenom stupnju doba godine ipak utječe na prodaju promatrane vrste proizvoda, te je osim navedenih, u model uključena i fuzzy varijabla koja ima za cilj prikazati utjecaj sezone na prodaju prerađevina od rajčica, s pretpostavkom da je sezona za prodaju ovakvih vrsta proizvoda u zimskim, jesenskim i proljetnim mjesecima, dok se pretpostavlja da u ljetnim mjesecima svježa rajčica ima prioritet u prodaji.  Određeno je da je početak sezone 31.09, vrhunac  od 01.11. do 31.03 , a kraj sezone 31.07.

U svrhu eliminacije trenda, umjesto izvornih vrijednosti prodaje upotrijebljene su prve diferencije. Prema kretanju prvih diferencija prodaje kečapa prikazanom na slici 2. može se uočiti da je ovako diferencirana pojava u velikoj mjeri stacionarna, te je na tako transformiranim podacima moguće primijeniti NM. 

Slika 2. Kretanje mjesečne prodaje kečapa nakon izračunavanja prvih diferencija
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Na temelju gore navedenog izbora varijabli, kreirana su tri modela: kečap, umak i sok, te su na svakom trenirana i testirana 4 različita reprezentativna algoritma NM namijenjena problemima predviđanja, opisana u odjeljku 2.2. Početna struktura mreža bila je 6-50-1 sa šest ulaznih, maksimalno 50 skrivenih i jednim izlaznim neuronom. Broj skrivenih neurona optimiran je u proceduri save best. Ukupni uzorak od 143 promatranja (nakon izračunatih prvih diferencija) podijeljen je na način da je prvih 60% (85) promatranja ostavljeno u datoteci za treniranje mreže, 20% narednih promatranja (29) činilo je datoteku za testiranje mreže u optimizacijskim procedurama, dok je posljednjih 20% (29) ostavljeno za konačnu validaciju svake mreže kako bi se usporedio njihov rezultat. Svi NM algoritmi testirani su na ukupno 100.000 iteracija, s unakrsnim treniranjem od 5.000 iteracija i testiranjem mreže sve dok 10 puta uzastopno rezultat nije mogao biti poboljšan.

5.2. Rezultati neuronskih mreža

Rezultati neuronskih mreža mjereni su pomoću RMS greške opisane u odjeljku 4.4. budući da je to najčeća funkcija cilja kod mreža za predviđanje. U tablici 2. prikazani su rezultati za prvi model - predviđanje prodaje kečapa, a navedene su posebno RMS greške nakon faze treniranja mreže, te RMS greške u fazi validacije mreže za svaki od testirana četiri NM algoritma. RMS greška validacije je mjerilo koje je relevantno za ocjenu točnosti NM, jer su podaci u uzorku za validaciju novi za mrežu i nisu sudjelovali u procesu učenja, te se ta greška može smatrati mjerilom generalizacije mreže na novim podacima. RMS greška treniranja prikazana je samo radi usporedbe.

Sve mreže osim mreže opće regresije testirane su posebno korištenjem EDBD pravila učenja i sigmoidne prijenosne funkcije, te normaliziranim kumulativnim delta pravilom učenja i adekvatnom tangens-hiperbolnom prijenosnom funkcijom (vidi odjeljak 2.2). Kod mreže opće regresije rezultati su dobiveni s pomoću Euklidove i City-Block udaljenosti.

Tablica 2. Rezultati neuronskih mreža na modelu predviđanja prodaje kečapa

	NM algoritam
	Arhitektura mreže
	RMS greška treniranja
	RMS greška

validacije

	Mreža "širenje unatrag"
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.1431
	0.1255

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.3797
	0.3384

	Mreža s radijalno zasnovanom funkcijom
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.1437
	0.1340

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.4244
	0.4111

	Mreža opće regresije
	Euklidska udaljenost, 6-50-1
	0.2229
	0.1988

	
	City-block udaljenost, 6-50-1
	0.2295
	0.2012

	Modularna mreža
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.1429
	0.1250*

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.3718
	0.3117


* najbolja NM za predviđanje prodaje kečapa

Iz tablice 2 vidljivo je da najbolji rezultat u predviđanju mjesečne prodaje kečapa daje modularna mreža, s RMS greškom validacije 0.1250, tj. da je prosječno odstupanje mreže u predviđanju prodaje kečapa 12.50% na uzorku za validaciju. Struktura ove mreže je 6 ulaznih, 50 skrivenih i 1 izlazni neuron, a koristi EDBD pravilo učenja i sigmoidnu prijenosnu funkciju. Druga po uspješnosti je mreža "širenje unatrag" s vrlo sličnom RMS greškom 0.1255, zatim slijede mreža s radijalno zasnovanom funkcijom, te mreža opće regresije. 

Tablica 3. prikazuje rezultate NM dobivene na modelu predviđanja prodaje umaka od rajčice, iz kojih je vidljivo da je najuspješnija mreža na prethodnom modelu i ovdje polučila najbolji rezultat. Modularna mreža s EDBD pravilom učenja i sigmoidnom prijenosnom funkcijom na ovom modelu daje nešto veću RMS grešku validacije: 0.1372, dok su rezultati i svih ostalih NM algoritama u određenoj mjeri lošiji nego na modelu prodaje kečapa. Mreža s radijalno zasnovanom funkcijom druga je po redu po točnosti predviđanja, dok je najlošiji rezultat dobiven s mrežom koja je i najbolja, ali korištenjem normaliziranog kumulativnog delta pravila učenja, te tangens-hiperbolnom prijenosnom funkcijom (RMS=0.5022). 

Tablica 3. Rezultati neuronskih mreža na modelu predviđanja prodaje

umaka od rajčice

	NM algoritam
	Arhitektura mreže
	RMS greška treniranja
	RMS greška

validacije

	Mreža "širenje unatrag"
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.1484
	0.1777

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.3628
	0.4063

	Mreža s radijalno zasnovanom funkcijom
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.1380
	0.1699

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.3696
	0.4433

	Mreža opće regresije
	Euklidska udaljenost, 6-50-1
	0.2329
	0.2792

	
	City-block udaljenost, 6-50-1
	0.1279
	0.2951

	Modularna mreža
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.1212
	0.1372*

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.4441
	0.5022


* najbolja NM za predviđanje prodaje umaka od rajčice
Kod predviđanja prodaje soka od rajčice, rezultati u smislu RMS greške bolji su od rezultata prethodna dva modela.  Ovdje je najniža greška (0.1097) dobivena s pomoću Mreže "širenje unatrag" s EDBD pravilom učenja i sigmoidnom prijenosnom funkcijom, dok mreža s radijalno zasnovanom funkcijom (RMS=0.1186) ima nešto veću grešku također koristeći isto pravilo učenja i prijenosnu funkciju. Najlošiji rezultat ponovo je dobiven s pomoću modularne mreže koristeći normalizirano kumulativno delta pravilo učenja te tangens-hiperbolnu prijenosnu funkciju. 

Tablica 4. Rezultati neuronskih mreža na modelu predviđanja prodaje

soka od rajčice

	NM algoritam
	Arhitektura mreže
	RMS greška treniranja
	RMS greška

validacije

	Mreža "širenje unatrag"
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.0916
	0.1097*

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.2809
	0.3437

	Mreža s radijalno zasnovanom funkcijom
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.0904
	0.1186

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.2529
	0.3827

	Mreža opće regresije
	Euklidska udaljenost, 6-50-1
	0.1591
	0.2021

	
	City-block udaljenost, 6-50-1
	0.1555
	0.2260

	Modularna mreža
	EDBD pravilo učenja, Sigmoidna prijenosna funkcija, 6-50-1
	0.1017
	0.1342

	
	Norm.Cum.Delta pravilo učenja, Tangens-hiperbolna prijenosna funkcija, 6-50-1
	0.2504
	0.4009


* najbolja NM za predviđanje prodaje soka od rajčice
Rezultati na sva tri testirana modela zajedno pokazuju različitost u točnosti NM algoritama te time opravdavaju potrebu za testiranjem više različitih algoritama i arhitektura mreža, budući da ne postoji paradigma o izboru određene arhitekture u ovisnosti o modelu ili vrsti podataka. Međutim, može se uočiti određena pravilnost u  konstantnom postizanju boljih rezultata ako se koristi EDBD pravilo učenja i sigmoidna prijenosna funkcija, navodeći nas na zaključak da neka pravila i funkcije daju bolje rezultate za ovu vrstu vremenskih nizova koje se koriste u predviđanju prodaje prehrambenih proizvoda. 

Osim uvida u RMS grešku, rezultate NM svakako je korisno razmatrati i uvidom u predviđene vrijednosti izračunate od strane najbolje mreže na uzorku za validaciju, te grafički promatranjem odstupanja krivulje stvarne prodaje od krivulje prodaje predviđene mrežom. Slika 3. prikazuje grafikon tih odstupanja za najbolju mrežu dobivenu na predviđanju kečapa, iz kojeg se može uočiti da mreža u načelu prati liniju stvarne prodaje s malim kašnjenjem u previđanju, posebno kod velikih fluktuacija. 

Slika 3. Krivulje stvarnih i mrežom predviđenih mjesečnih prodaja kečapa

na najboljem NM modelu


[image: image13.wmf]Stvarna i predviđena (NM) mjesečna prodaja kečapa na 

uzorku za validaciju

0

20000

40000

60000

80000

100000

1

6

11

16

21

26

promatranje

vrijednost prodaje

Stvarna prodaja

Predviđena prodaja


5.3. Analiza značajnosti ulaznih varijabli

Kao jedna od a-posteriori analiza modela dobivenog s pomoću NM moguća je analiza značajnosti ulaznih varijabli, koja se najčešće provodi putem analize osjetljivosti inputa, na način da se na već naučenoj mreži vrijednosti ulaznih varijabli promijene slučajno u zadanom intervalu (npr. (5%), te se promatra utjecaj svake od ulaznih varijabli na vrijednost izlaza. U tablici 5. navedeni su rezultati analize osjetljivosti dobiveni na modelu predviđanja prodaje sve tri prerađevine rajčice, a koeficijenti u tablici prikazuju postotnu promjenu izlazne varijable (mjesečne prodaje), ako se pojedina ulazna varijabla promijeni za jednu jedinicu.

Tablica 5. Analiza osjetljivosti izlaza na ulazne varijable

	Ulazna varijabla
	Promjena izlazne varijable (u %)

	
	Model 1 - prodaja kečapa
	Model 2 - prodaja umaka od rajčice
	Model 3 - prodaja soka od rajčice

	prodaja u prošlom mjesecu
	-17.722*
	-54.682*
	-1.312

	prodaja u u istom mjesecu prošle godine
	4.982
	-27.036
	1.182

	broj konkurentnih tvrtki
	-1.727
	-6.685
	1.691*

	izravna promocija
	4.202
	0.139
	0.587

	neizravna promocija
	-3.449
	-0.498
	-1.378

	utjecaj sezone
	-1.232
	-1.158
	0.072


* najznačajnije varijable za svaki model

Iz tablice je vidljivo da u modelu 1 i modelu 2 najveći utjecaj na izlaznu varijablu ima prodaja u prošlom mjesecu, nakon toga prodaja u istom mjesecu prošle godine, dok je to kod modela 3 broj konkurentnih tvrtki. Redosljed značajnosti ostalih varijabli različit je u ovisnosti o promatranom modelu, pa tako kod kečapa nakon izravne promocije slijedi neizravna promocija, broj konkurentnih tvrtki i na kraju utjecaj sezone, dok na prodaju umaka od rajčice veći utjecaj ima broj konkurentnih tvrtki, zatim sezona, pa izravna i neizravna promocija. Kod soka je situacija bitno različita, budući da nakon broja konkurentnih tvrtki odmah po značaju dolazi neizravna promocija, zatim prodaja u prošlom mjesecu, prodaja u istom mjesecu prošle godine, a najmanji utjecaj imaju izravna promocija i utjecaj sezone. U načelu bi se nakon analize osjetljivosti varijable koje su pokazale vrlo mali utjecaj na izlaz mogle izbaciti iz modela. Potrebno je upozoriti da rezultate prikazane u gornjim tablicama treba shvatiti samo ilustrativno, budući da nisu dobiveni na stvarnim podacima.

6. Zaključak i smjernice za daljnja istraživanja

Cilj rada bio je prikazati mogućnosti metodologije neuronskih mreža u predviđanju prodaje prehrambenih proizvoda, te je u tu svrhu predložena strategija za učinkovitu upotrebu četiri algoritama neuronskih mreža u ovom području. U glavnim koracima je predložena procedura pripreme podataka, upotrebe fuzzy varijabli, treniranja i testiranja mreža, te tumačenja izlaznih rezultata pogodna za rad s vremenskim nizovima i vrstama podataka kakvi se mogu susresti u problemima predviđanja prodaje. Strategija je ilustrirana na primjeru predviđanja prodaje prerađevina od rajčica, iz razloga postojanja prirodnih i ekonomskih uvjeta za razvoj takve proizvodnje u kontinentalnom dijelu Republike Hrvatske, te potencijalne izravne koristi za zadovoljavanje turističke potrošnje ovim proizvodima. Prikazan je način tumačenja izlaznih rezultata tablično i grafički, te analiza značajnosti ulaznih varijabli koja se može koristiti u smislu tumačenja i dodatnog poboljšanja modela.  

Uz mnogostruke prednosti ove metodologije (mogućnost aproksimacije nelinearnih funkcija, rad s fuzzy i nedostatnim podacima, i dr.) treba spomenuti i nedostatke kao što su nepostojanje čvrstih paradigmi o upotrebi pojedinog algoritma na određene probleme i nedostatnog statističkih testova značajnosti rezultata. Međutim, može se zaključiti da je metodologija neuronskih mreža, ukoliko se koristi na sustavni način (što podrazumijeva detaljnu pripremu podataka te sustavnu primjenu optimizacijskih tehnika pri treniranju mreže) u mogućnosti predvidjeti s određenom greškom prodaju prehrambenih proizvoda, te je temelju tih rezultata moguće učinkovitije planirati  ponudu, te vremenski bolje uskladiti ponudu i potražnju. Osim doprinosa u vremenskom predviđanju, ova metoda može umnogome pomoći i u samom modeliranju izlučivanjem značajnih varijabli koje utječu na prodaju, odnosno na ponudu prehrambenih proizvoda. 

Kao smjernice za daljnja istraživanja svakako je važno navesti potrebu provođenja u ovom radu predložene strategije na stvarnim podacima, kako bi rezultati dobili upotrebnu dimenziju, zatim uvrstiti još više algoritama neuronskih mreža, te ispitati mogućnosti tzv. hibridnih metoda koje će neuronske mreže povezati s ekspertnim sustavima, stablima odlučivanja i drugim metodama umjetne inteligencije u cilju izgrađivanja inteligentnog sustava za potporu odlučivanju u ovom području.  
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		-13430.0650714342

		3769.9256891054

		22532.2988875072

		5998.1909483812

		-20992.7708055391

		-19595.2480820879

		14785.9115272627

		4238.9552475274

		6065.250985034

		-28563.5496644542

		21368.3491925167

		-12445.0736770949

		6600.8656481498

		12314.4897462225

		4462.4121011045

		11260.7577517391

		-28169.3957940424

		-3632.0195040871

		24048.6066839764

		9545.7931225191

		-28961.3726828176

		-22948.1675164949

		11797.205835804

		9820.4216910529

		-4899.4701676201

		-3106.9163423781

		21343.717175761

		320.6066842001

		-13282

		1530

		13669

		-1939

		-7278

		-15724

		2966

		6267

		4677

		1913

		5910

		-3388.1834747026



kecap3

Mjesečna prodaja kečapa



List1

		kecap1		kecap2		reklama_k		konk_k		ireklama_k		MJ_FSEZ		kecap3

		61815.76		82131.98		1.00		3.00		0.00		1.00		57051.18

		57051.18		68243.92		1.00		4.00		0.00		1.00		62290.18

		62290.18		66026.53		0.00		5.00		0.00		1.00		65666.01

		65666.01		60613.74		0.00		5.00		0.00		0.83		70201.29

		70201.29		82819.31		0.00		3.00		0.00		0.67		60243.25

		60243.25		63070.79		0.00		3.00		0.00		0.50		57297.59

		57297.59		61691.42		1.00		4.00		0.00		0.33		59029.34

		59029.34		52780.65		1.00		3.00		0.00		0.17		64891.18

		64891.18		46960.71		0.00		6.00		1.00		0.00		49663.66

		49663.66		54960.31		1.00		4.00		1.00		0.50		73971.23

		73971.23		60144.40		0.00		5.00		1.00		1.00		88231.26

		88231.26		88374.81		1.00		8.00		0.00		1.00		80491.49

		80491.49		61815.76		1.00		3.00		1.00		1.00		52016.96

		52016.96		57051.18		1.00		5.00		0.00		1.00		53999.24

		53999.24		62290.18		1.00		4.00		0.00		1.00		80679.14

		80679.14		65666.01		0.00		3.00		0.00		0.83		63871.37

		63871.37		70201.29		1.00		5.00		1.00		0.67		58359.52

		58359.52		60243.25		0.00		3.00		0.00		0.50		60226.52

		60226.52		57297.59		1.00		4.00		0.00		0.33		58612.87

		58612.87		59029.34		0.00		6.00		0.00		0.17		45074.19

		45074.19		64891.18		0.00		6.00		1.00		0.00		50391.21

		50391.21		49663.66		1.00		4.00		0.00		0.00		74124.32

		74124.32		73971.23		1.00		7.00		1.00		0.50		65644.85

		65644.85		88231.26		0.00		6.00		1.00		1.00		69487.99

		69487.99		80491.49		0.00		4.00		1.00		1.00		68574.71

		68574.71		52016.96		1.00		5.00		1.00		1.00		61226.85

		61226.85		53999.24		1.00		4.00		0.00		1.00		69653.48

		69653.48		80679.14		1.00		6.00		0.00		1.00		65251.01

		65251.01		63871.37		0.00		3.00		1.00		0.83		79698.68

		79698.68		58359.52		1.00		6.00		0.00		0.67		47659.86

		47659.86		60226.52		0.00		6.00		1.00		0.50		51665.03

		51665.03		58612.87		0.00		4.00		0.00		0.33		63143.72

		63143.72		45074.19		1.00		4.00		1.00		0.17		58410.55

		58410.55		50391.21		0.00		5.00		1.00		0.00		54240.59

		54240.59		74124.32		0.00		8.00		0.00		0.00		80038.90

		80038.90		65644.85		0.00		7.00		1.00		0.50		67476.85

		67476.85		69487.99		0.00		3.00		1.00		1.00		55020.51

		55020.51		68574.71		0.00		6.00		1.00		1.00		53454.91

		53454.91		61226.85		0.00		4.00		0.00		1.00		61897.15

		61897.15		69653.48		1.00		5.00		0.00		1.00		59734.71

		59734.71		65251.01		0.00		3.00		0.00		1.00		74739.55

		74739.55		79698.68		0.00		3.00		0.00		0.83		53104.23

		53104.23		47659.86		0.00		4.00		1.00		0.67		60204.45

		60204.45		51665.03		1.00		3.00		1.00		0.50		58951.61

		58951.61		63143.72		0.00		6.00		0.00		0.33		63004.81

		63004.81		58410.55		0.00		8.00		0.00		0.17		75373.00

		75373.00		54240.59		0.00		7.00		0.00		0.00		84081.93

		84081.93		80038.90		1.00		5.00		1.00		0.00		65353.85

		65353.85		67476.85		1.00		4.00		1.00		0.50		72842.99

		72842.99		55020.51		0.00		3.00		1.00		1.00		47382.08

		47382.08		53454.91		1.00		3.00		1.00		1.00		69488.76

		69488.76		61897.15		1.00		2.00		1.00		1.00		78869.98

		78869.98		59734.71		0.00		4.00		1.00		1.00		76564.67

		76564.67		74739.55		1.00		4.00		1.00		1.00		57470.26

		57470.26		53104.23		1.00		5.00		0.00		0.83		42240.25

		42240.25		60204.45		1.00		4.00		0.00		0.67		58109.15

		58109.15		58951.61		0.00		7.00		1.00		0.50		78603.52

		78603.52		63004.81		0.00		8.00		0.00		0.33		59594.71

		59594.71		75373.00		1.00		5.00		0.00		0.17		83993.12

		83993.12		84081.93		0.00		5.00		0.00		0.00		83389.98

		83389.98		65353.85		0.00		3.00		0.00		0.00		62726.49

		62726.49		72842.99		1.00		4.00		0.00		0.50		58942.43

		58942.43		47382.08		1.00		2.00		0.00		1.00		56231.04

		56231.04		69488.76		1.00		5.00		0.00		1.00		60970.90

		60970.90		78869.98		0.00		4.00		0.00		1.00		77556.08

		77556.08		76564.67		0.00		6.00		1.00		1.00		55234.46

		55234.46		57470.26		0.00		4.00		1.00		1.00		62913.81

		62913.81		42240.25		1.00		7.00		1.00		0.83		56481.53

		56481.53		58109.15		1.00		7.00		1.00		0.67		60046.87

		60046.87		78603.52		1.00		4.00		1.00		0.50		53997.94

		53997.94		59594.71		1.00		3.00		0.00		0.33		78997.88

		78997.88		83993.12		1.00		6.00		0.00		0.17		90221.34

		90221.34		83389.98		0.00		2.00		1.00		0.00		60223.19

		60223.19		62726.49		0.00		4.00		1.00		0.00		68786.07

		68786.07		58942.43		1.00		3.00		0.00		0.50		57566.52

		57566.52		56231.04		0.00		2.00		1.00		1.00		68823.45

		68823.45		60970.90		1.00		6.00		0.00		1.00		74086.09

		74086.09		77556.08		1.00		6.00		0.00		1.00		49562.57

		49562.57		55234.46		1.00		4.00		0.00		1.00		57083.49

		57083.49		62913.81		1.00		4.00		0.00		1.00		44299.40

		44299.40		56481.53		1.00		8.00		0.00		0.83		54956.79

		54956.79		60046.87		0.00		4.00		1.00		0.67		60739.80

		60739.80		53997.94		0.00		6.00		1.00		0.50		65189.97

		65189.97		78997.88		0.00		8.00		0.00		0.33		86375.59

		86375.59		90221.34		0.00		2.00		1.00		0.17		67903.39

		67903.39		60223.19		1.00		2.00		0.00		0.00		55232.55

		75976.19		52098.38		0		3		1		0		89896.59

		89896.59		83919.78		0		4		0		0.5		70318.14

		70318.14		88743.24		0		5		1		1		68234.19

		68234.19		50570.14		0		3		1		1		58301.45

		58301.45		44247.07		1		7		0		1		50180.70

		50180.70		63227.88		0		6		0		1		65548.14

		65548.14		55464.70		0		7		1		1		48462.58

		48462.58		58038.39		0		4		1		0.8333		65236.27

		65236.27		77238.53		0		7		1		0.6667		62825.55

		62825.55		55561.64		1		8		1		0.5		73730.85

		73730.85		80680.14		0		5		0		0.3333		69739.51

		69739.51		73483.81		0		4		0		0.1667		65348.97

		65348.97		75976.19		1		3		0		0		80176.42

		80176.42		89896.59		1		4		0		0		79509.72

		79509.72		70318.14		1		6		0		0.5		57221.76

		57221.76		68234.19		1		6		0		1		45926.38

		45926.38		58301.45		1		5		0		1		57206.00

		57206.00		50180.70		0		6		0		1		69006.29

		69006.29		65548.14		0		3		1		1		55576.23

		55576.23		48462.58		0		6		0		1		59346.15

		59346.15		65236.27		1		5		0		0.8333		81878.45

		81878.45		62825.55		1		4		1		0.6667		87876.64

		87876.64		73730.85		1		4		1		0.5		66883.87

		66883.87		69739.51		0		6		1		0.3333		47288.62

		47288.62		65348.97		1		2		1		0.1667		62074.53

		62074.53		80176.42		1		4		0		0		66313.49

		66313.49		79509.72		0		5		1		0		72378.74

		72378.74		57221.76		0		5		0		0.5		43815.19

		43815.19		45926.38		1		5		1		1		65183.54

		48915.92		45005.49		0.00		7.00		1.00		1.00		52738.47

		52738.47		50590.64		0.00		6.00		1.00		1.00		59339.33

		59339.33		67731.00		0.00		7.00		1.00		1.00		71653.82

		71653.82		54341.36		0.00		8.00		0.00		1.00		76116.23

		76116.23		80836.89		1.00		8.00		0.00		0.83		87376.99

		87376.99		83145.92		0.00		3.00		1.00		0.67		59207.60

		59207.60		47884.31		0.00		4.00		1.00		0.50		55575.58

		55575.58		60525.31		1.00		3.00		1.00		0.33		79624.18

		79624.18		64498.31		0.00		3.00		1.00		0.17		89169.98

		89169.98		84905.55		1.00		7.00		0.00		0.00		60208.60

		60208.60		80992.45		0.00		5.00		1.00		0.00		37260.44

		37260.44		48547.25		1.00		4.00		1.00		0.50		49057.64

		49057.64		48915.92		1.00		6.00		1.00		1.00		58878.06

		58878.06		52738.47		1.00		9.00		1.00		1.00		53978.59

		53978.59		59339.33		0.00		5.00		0.00		1.00		50871.68

		50871.68		71653.82		1.00		7.00		0.00		1.00		72215.39

		72215.39		76116.23		1.00		8.00		1.00		1.00		72536.00

		72536.00		87376.99		1.00		4.00		0.00		0.83		59254.00

		59254.00		59207.60		0.00		4.00		0.00		0.67		60784.00

		60784.00		55575.58		1.00		4.00		0.00		0.50		74453.00

		74453.00		79624.18		1.00		4.00		0.00		0.33		72514.00

		72514.00		89169.98		1.00		5.00		1.00		0.17		65236.00

		65236.00		60208.60		0.00		5.00		1.00		0.00		49512.00

		49512.00		37260.44		0.00		5.00		1.00		0.00		52478.00

		52478.00		49057.64		0.00		5.00		1.00		0.50		58745.00

		58745.00		58878.06		1.00		6.00		1.00		1.00		63422.00

		63422.00		53978.59		1.00		6.00		0.00		1.00		65335.00

		65335.00		50871.68		1.00		6.00		0.00		1.00		71245.00

		71245.00		72215.39		1.00		6.00		1.00		1.00		67856.82

		37260.44		37260.44		0.00		2.00		0.00		0.00		37260.44		min

		90221.34		90221.34		1.00		9.00		1.00		1.00		90221.34		max

		11311.43		12143.77		0.50		1.62		0.50		0.38		11223.58		stdev

						72.00		700.00		70.00		90.00				sum

						0.50				0.49						% jedinica
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kecap3



1diferencije

		kecap1		kecap2		reklama_k		konk_k		ireklama_k		MJ_FSEZ		kecap3

		-4764.57		-13888.06		1.00		4.00		0.00		1.00		5239.00

		5239.00		-2217.40		0.00		5.00		0.00		1.00		3375.83

		3375.83		-5412.79		0.00		5.00		0.00		0.83		4535.28

		4535.28		22205.57		0.00		3.00		0.00		0.67		-9958.05

		-9958.05		-19748.52		0.00		3.00		0.00		0.50		-2945.66

		-2945.66		-1379.36		1.00		4.00		0.00		0.33		1731.75

		1731.75		-8910.77		1.00		3.00		0.00		0.17		5861.84

		5861.84		-5819.95		0.00		6.00		1.00		0.00		-15227.52

		-15227.52		7999.60		1.00		4.00		1.00		0.50		24307.57

		24307.57		5184.08		0.00		5.00		1.00		1.00		14260.03

		14260.03		28230.42		1.00		8.00		0.00		1.00		-7739.77

		-7739.77		-26559.06		1.00		3.00		1.00		1.00		-28474.53

		-28474.53		-4764.57		1.00		5.00		0.00		1.00		1982.28

		1982.28		5239.00		1.00		4.00		0.00		1.00		26679.90

		26679.90		3375.83		0.00		3.00		0.00		0.83		-16807.77

		-16807.77		4535.28		1.00		5.00		1.00		0.67		-5511.86

		-5511.86		-9958.05		0.00		3.00		0.00		0.50		1867.00

		1867.00		-2945.66		1.00		4.00		0.00		0.33		-1613.65

		-1613.65		1731.75		0.00		6.00		0.00		0.17		-13538.68

		-13538.68		5861.84		0.00		6.00		1.00		0.00		5317.03

		5317.03		-15227.52		1.00		4.00		0.00		0.00		23733.10

		23733.10		24307.57		1.00		7.00		1.00		0.50		-8479.47

		-8479.47		14260.03		0.00		6.00		1.00		1.00		3843.15

		3843.15		-7739.77		0.00		4.00		1.00		1.00		-913.29

		-913.29		-28474.53		1.00		5.00		1.00		1.00		-7347.86

		-7347.86		1982.28		1.00		4.00		0.00		1.00		8426.63

		8426.63		26679.90		1.00		6.00		0.00		1.00		-4402.47

		-4402.47		-16807.77		0.00		3.00		1.00		0.83		14447.67

		14447.67		-5511.86		1.00		6.00		0.00		0.67		-32038.82

		-32038.82		1867.00		0.00		6.00		1.00		0.50		4005.18

		4005.18		-1613.65		0.00		4.00		0.00		0.33		11478.69

		11478.69		-13538.68		1.00		4.00		1.00		0.17		-4733.17

		-4733.17		5317.03		0.00		5.00		1.00		0.00		-4169.96

		-4169.96		23733.10		0.00		8.00		0.00		0.00		25798.31

		25798.31		-8479.47		0.00		7.00		1.00		0.50		-12562.05

		-12562.05		3843.15		0.00		3.00		1.00		1.00		-12456.34

		-12456.34		-913.29		0.00		6.00		1.00		1.00		-1565.61

		-1565.61		-7347.86		0.00		4.00		0.00		1.00		8442.24

		8442.24		8426.63		1.00		5.00		0.00		1.00		-2162.44

		-2162.44		-4402.47		0.00		3.00		0.00		1.00		15004.83

		15004.83		14447.67		0.00		3.00		0.00		0.83		-21635.32

		-21635.32		-32038.82		0.00		4.00		1.00		0.67		7100.22

		7100.22		4005.18		1.00		3.00		1.00		0.50		-1252.84

		-1252.84		11478.69		0.00		6.00		0.00		0.33		4053.20

		4053.20		-4733.17		0.00		8.00		0.00		0.17		12368.19

		12368.19		-4169.96		0.00		7.00		0.00		0.00		8708.93

		8708.93		25798.31		1.00		5.00		1.00		0.00		-18728.07

		-18728.07		-12562.05		1.00		4.00		1.00		0.50		7489.14

		7489.14		-12456.34		0.00		3.00		1.00		1.00		-25460.91

		-25460.91		-1565.61		1.00		3.00		1.00		1.00		22106.68

		22106.68		8442.24		1.00		2.00		1.00		1.00		9381.21

		9381.21		-2162.44		0.00		4.00		1.00		1.00		-2305.31

		-2305.31		15004.83		1.00		4.00		1.00		1.00		-19094.41

		-19094.41		-21635.32		1.00		5.00		0.00		0.83		-15230.01

		-15230.01		7100.22		1.00		4.00		0.00		0.67		15868.91

		15868.91		-1252.84		0.00		7.00		1.00		0.50		20494.37

		20494.37		4053.20		0.00		8.00		0.00		0.33		-19008.81

		-19008.81		12368.19		1.00		5.00		0.00		0.17		24398.41

		24398.41		8708.93		0.00		5.00		0.00		0.00		-603.14

		-603.14		-18728.07		0.00		3.00		0.00		0.00		-20663.50

		-20663.50		7489.14		1.00		4.00		0.00		0.50		-3784.06

		-3784.06		-25460.91		1.00		2.00		0.00		1.00		-2711.39

		-2711.39		22106.68		1.00		5.00		0.00		1.00		4739.86

		4739.86		9381.21		0.00		4.00		0.00		1.00		16585.18

		16585.18		-2305.31		0.00		6.00		1.00		1.00		-22321.62

		-22321.62		-19094.41		0.00		4.00		1.00		1.00		7679.35

		7679.35		-15230.01		1.00		7.00		1.00		0.83		-6432.27

		-6432.27		15868.91		1.00		7.00		1.00		0.67		3565.34

		3565.34		20494.37		1.00		4.00		1.00		0.50		-6048.93

		-6048.93		-19008.81		1.00		3.00		0.00		0.33		24999.93

		24999.93		24398.41		1.00		6.00		0.00		0.17		11223.46

		11223.46		-603.14		0.00		2.00		1.00		0.00		-29998.14

		-29998.14		-20663.50		0.00		4.00		1.00		0.00		8562.87

		8562.87		-3784.06		1.00		3.00		0.00		0.50		-11219.55

		-11219.55		-2711.39		0.00		2.00		1.00		1.00		11256.93

		11256.93		4739.86		1.00		6.00		0.00		1.00		5262.64

		5262.64		16585.18		1.00		6.00		0.00		1.00		-24523.53

		-24523.53		-22321.62		1.00		4.00		0.00		1.00		7520.93

		7520.93		7679.35		1.00		4.00		0.00		1.00		-12784.09

		-12784.09		-6432.27		1.00		8.00		0.00		0.83		10657.39

		10657.39		3565.34		0.00		4.00		1.00		0.67		5783.01

		5783.01		-6048.93		0.00		6.00		1.00		0.50		4450.16

		4450.16		24999.93		0.00		8.00		0.00		0.33		21185.63

		21185.63		11223.46		0.00		2.00		1.00		0.17		-18472.20

		-18472.20		-29998.14		1.00		2.00		0.00		0.00		-12670.84

		8072.80		-8124.81		0		3		1		0		34664.04

		13920.40		31821.41		0		4		0		0.5		-19578.45

		-19578.45		4823.45		0		5		1		1		-2083.95

		-2083.95		-38173.09		0		3		1		1		-9932.73

		-9932.73		-6323.07		1		7		0		1		-8120.75

		-8120.75		18980.82		0		6		0		1		15367.44

		15367.44		-7763.18		0		7		1		1		-17085.56

		-17085.56		2573.68		0		4		1		0.8333		16773.68

		16773.68		19200.14		0		7		1		0.6667		-2410.72

		-2410.72		-21676.88		1		8		1		0.5		10905.30

		10905.30		25118.49		0		5		0		0.3333		-3991.34

		-3991.34		-7196.33		0		4		0		0.1667		-4390.54

		-4390.54		2492.38		1		3		0		0		14827.46

		14827.46		13920.40		1		4		0		0		-666.71

		-666.71		-19578.45		1		6		0		0.5		-22287.95

		-22287.95		-2083.95		1		6		0		1		-11295.38

		-11295.38		-9932.73		1		5		0		1		11279.62

		11279.62		-8120.75		0		6		0		1		11800.29

		11800.29		15367.44		0		3		1		1		-13430.07

		-13430.07		-17085.56		0		6		0		1		3769.93

		3769.93		16773.68		1		5		0		0.8333		22532.30

		22532.30		-2410.72		1		4		1		0.6667		5998.19

		5998.19		10905.30		1		4		1		0.5		-20992.77

		-20992.77		-3991.34		0		6		1		0.3333		-19595.25

		-19595.25		-4390.54		1		2		1		0.1667		14785.91

		14785.91		14827.46		1		4		0		0		4238.96

		4238.96		-666.71		0		5		1		0		6065.25

		6065.25		-22287.95		0		5		0		0.5		-28563.55

		-28563.55		-11295.38		1		5		1		1		21368.35

		5100.73		-920.90		0.00		7.00		1.00		1.00		-12445.07

		3822.54		5585.15		0.00		6.00		1.00		1.00		6600.87

		6600.87		17140.36		0.00		7.00		1.00		1.00		12314.49

		12314.49		-13389.64		0.00		8.00		0.00		1.00		4462.41

		4462.41		26495.54		1.00		8.00		0.00		0.83		11260.76

		11260.76		2309.03		0.00		3.00		1.00		0.67		-28169.40

		-28169.40		-35261.62		0.00		4.00		1.00		0.50		-3632.02

		-3632.02		12641.00		1.00		3.00		1.00		0.33		24048.61

		24048.61		3973.01		0.00		3.00		1.00		0.17		9545.79

		9545.79		20407.23		1.00		7.00		0.00		0.00		-28961.37

		-28961.37		-3913.10		0.00		5.00		1.00		0.00		-22948.17

		-22948.17		-32445.20		1.00		4.00		1.00		0.50		11797.21

		11797.21		368.67		1.00		6.00		1.00		1.00		9820.42

		9820.42		3822.54		1.00		9.00		1.00		1.00		-4899.47

		-4899.47		6600.87		0.00		5.00		0.00		1.00		-3106.92

		-3106.92		12314.49		1.00		7.00		0.00		1.00		21343.72

		21343.72		4462.41		1.00		8.00		1.00		1.00		320.61

		320.61		11260.76		1.00		4.00		0.00		0.83		-13282.00

		-13282.00		-28169.40		0.00		4.00		0.00		0.67		1530.00

		1530.00		-3632.02		1.00		4.00		0.00		0.50		13669.00

		13669.00		24048.61		1.00		4.00		0.00		0.33		-1939.00

		-1939.00		9545.79		1.00		5.00		1.00		0.17		-7278.00

		-7278.00		-28961.37		0.00		5.00		1.00		0.00		-15724.00

		-15724.00		-22948.17		0.00		5.00		1.00		0.00		2966.00

		2966.00		11797.21		0.00		5.00		1.00		0.50		6267.00

		6267.00		9820.42		1.00		6.00		1.00		1.00		4677.00

		4677.00		-4899.47		1.00		6.00		0.00		1.00		1913.00

		1913.00		-3106.92		1.00		6.00		0.00		1.00		5910.00

		5910.00		21343.72		1.00		6.00		1.00		1.00		-3388.18

						0.00		2.00		0.00		0.00

						1.00		9.00		1.00		1.00

						0.50		1.62		0.50		0.38

						71.00		697.00		70.00		89.00
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Mjesečna prodaja kečapa
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Chart1

		52738.469687		63068.741172

		59339.339804		50760.067465

		71653.830038		58182.490195

		76116.240194		70867.435629

		87376.99996		79964.55538

		59207.599569		80436.888632

		55575.579549		63499.401815

		79624.188924		53337.156697

		89169.978963		69070.565877

		60208.609822		91287.171102

		37260.4399		67883.009724

		49057.649861		38902.093098

		58878.069783		42291.347127

		53978.599568		55255.273152

		50871.679646		58035.902547

		72215.400349		54965.520222

		72536.010334		63990.622029

		59254.010334		73211.308857

		60784.010334		63039.878742

		74453.010334		60338.288959

		72514.010334		72313.83675

		65236.010334		71551.322285

		49512.010334		64521.372456

		52478.010334		51839.230549

		58745.010334		50827.270344

		63422.010334		54619.868244

		65335.010334		62622.86684

		71245.010334		65626.365864

		67856.830402		68200.490559



Stvarna prodaja

Predviđena prodaja

promatranje

vrijednost prodaje

Stvarna i predviđena (NM) mjesečna prodaja kečapa na uzorku za validaciju



dk_vl

						65183.54				Stvarna prodaja		Predviđena prodaja

		-12445.070313		-2114.798828		52738.469687		63068.741172		52738.469687		63068.741172

		6600.870117		-1978.402222		59339.339804		50760.067465		59339.339804		50760.067465

		12314.490234		-1156.849609		71653.830038		58182.490195		71653.830038		58182.490195

		4462.410156		-786.394409		76116.240194		70867.435629		76116.240194		70867.435629

		11260.759766		3848.315186		87376.99996		79964.55538		87376.99996		79964.55538

		-28169.400391		-6940.111328		59207.599569		80436.888632		59207.599569		80436.888632

		-3632.02002		4291.802246		55575.579549		63499.401815		55575.579549		63499.401815

		24048.609375		-2238.422852		79624.188924		53337.156697		79624.188924		53337.156697

		9545.790039		-10553.623047		89169.978963		69070.565877		89169.978963		69070.565877

		-28961.369141		2117.192139		60208.609822		91287.171102		60208.609822		91287.171102

		-22948.169922		7674.399902		37260.4399		67883.009724		37260.4399		67883.009724

		11797.209961		1641.653198		49057.649861		38902.093098		49057.649861		38902.093098

		9820.419922		-6766.302734		58878.069783		42291.347127		58878.069783		42291.347127

		-4899.470215		-3622.796631		53978.599568		55255.273152		53978.599568		55255.273152

		-3106.919922		4057.302979		50871.679646		58035.902547		50871.679646		58035.902547

		21343.720703		4093.840576		72215.400349		54965.520222		72215.400349		54965.520222

		320.609985		-8224.77832		72536.010334		63990.622029		72536.010334		63990.622029

		-13282		675.298523		59254.010334		73211.308857		59254.010334		73211.308857

		1530		3785.868408		60784.010334		63039.878742		60784.010334		63039.878742

		13669		-445.721375		74453.010334		60338.288959		74453.010334		60338.288959

		-1939		-2139.173584		72514.010334		72313.83675		72514.010334		72313.83675

		-7278		-962.688049		65236.010334		71551.322285		65236.010334		71551.322285

		-15724		-714.637878		49512.010334		64521.372456		49512.010334		64521.372456

		2966		2327.220215		52478.010334		51839.230549		52478.010334		51839.230549

		6267		-1650.73999		58745.010334		50827.270344		58745.010334		50827.270344

		4677		-4125.14209		63422.010334		54619.868244		63422.010334		54619.868244

		1913		-799.143494		65335.010334		62622.86684		65335.010334		62622.86684

		5910		291.35553		71245.010334		65626.365864		71245.010334		65626.365864

		-3388.179932		-3044.519775		67856.830402		68200.490559		67856.830402		68200.490559
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